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BRIEF BIO
§ Research Interest
• Multimodal Data Mining, Applied Machine Learning, Deep Learning
• Mining meaningful knowledge from multimodal data to develop artificial 

intelligence solutions for various real-world applications across different 
disciplines

• Keywords: Multimodal user behavior analysis, Machine learning for graphs, 
Graph neural network, Graph representation learning

• Application domains: Recommendation system, Social network analysis, Fraud 
detection, Sentiment analysis, Purchase/Click prediction, Anomaly detection, 
Knowledge-graph construction, Time-series analysis, AI4Science 
(Bioinformatics, Chemistry) etc.

§ Professional Experience
• Assistant Professor, KAIST (2020.11 – Present)
• Postdoctoral Research Fellow, University of Illinois at Urbana-Champaign, 

Dept. of Computer Science (2019. 1 – 2020. 10)
• Research Intern, Microsoft Research Asia (2017. 9 – 2017. 12)
• Research Intern, NAVER (2017. 3 – 2017. 6)
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§ 여러 task를 순차적으로학습하는방법론
• 사람이초등학교, 중학교, 고등학교를거쳐가면서새로운지식들을학습하듯이, 모델에게순차적인지식을학습시키는방법

• 과거의기억을잊지않는것이핵심 (Prevent Catastrophic Forgetting)

Continual Learning

Conventional Neural Network Continual Learning

TrainTrain TrainTrain TrainTrain
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§ Task의 순차적인학습시, 최근 task의 data distribution에 biased되어 학습됨

à과거에학습한 task에 대한 성능이현저하게하락

Catastrophic Forgetting

Conventional Neural Network

과거에학습한 Task
새로운 Task

과거 Task Inference시 성능하락

à Catastrophic Forgetting



5

§ Task의 순차적인학습시, 최근 task의 data distribution에 biased되
어 학습됨

à과거에학습한 task 에 대한 성능이현저하게하락

Catastrophic Forgetting

MNIST data 를 학습한model 에
SVHN data 학습 시작

SVHN data 를 학습한model 에
MNIST data 학습 시작MNIST data 에 대한성능하락 SVHN data 에 대한성능하락

SHIN, Hanul, et al. Continual learning with deep generative replay. Advances in neural information processing systems, 2017, 30.

MNIST SVHN
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1. Avoid Catastrophic Forgetting

à이전 task의 기억을보전해야함

2. Positive Forward Transfer

à이전 task에서 학습했던지식이다음 task에 도움이되어야함

3. Positive Backward Transfer

à다음 task에서 학습을한지식이이전 task의 성능 향상에도도움이되어야함

4. Task-Order Free Learning

à Task의 학습 순서와무관하게모든 task를 잘 수행해야함

Continual Learning의 목표



7

§ NAVER는 종합포털서비스로검색, 뉴스, 쇼핑, 이메일 등다양한서비스제공

§ Task (서비스) 마다 별도의모델이존재하며, 별도의 유지보수수행

à 각 task에 맞춰 모델을독립적으로학습 / 평가 진행

User Representation
<NAVER 제공서비스>

Task 1 Model

Task 2 Model

Task 3 Model

Task 1 Output

Task 2 Output

Task 3 Output

User representation for task 1

User representation for task 2

User representation for task 3

User data

§ 한계점
• 1) 새로운서비스 (Task) 런칭마다매번새로운모델을만드는것은비효율적
• 2) 서비스간연관성을고려하지못함 (e.g., 쇼핑 - 블로그)
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§ 연구목표: Universal한 User Representation을 통해 다양한 task를 해결하고자함
• 다양한 task에 사용될수있는 general한 user representation

• 하나의 universal한 user representation으로 모든 task의 성능 competitive하게 유지

Universal User Representation

Task 2 Output

Model

Universal User Representation

Task 3 Output

Task 1 OutputTask 4 Output
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§ Transfer Learning / Multi-task Learning을 중심으로연구되어옴

Universal User Representation 관련 기존 연구

Transfer Learning

model model

Phase 1 Phase 2

Source Data Target Data

Multi-task Learning

Data

model
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<PeterRec Transfer Learning 예시> <PeterRec: Model Patch 예시>

Pretrain�Network

Source�
Classification�Layer

Target
Classification�Layer

Fine-tuning�network�
(𝜗:�model�patch)

Parameter-Efficient Transfer from Sequential Behaviors for User Modeling and Recommendation, SIGIR 2020

• Phase 1: Source domain에 대하여학습 (Pre-training)
• Phase 2: Pre-train된 모델에, model patch를 붙여 target domain에 대한 fine-tuning 진행

Transfer Learning 기반 방법



11Perceive Your Users in Depth: Learning Universal User Representations from Multiple E-commerce Tasks, KDD 2018

• Item feature와 Behavior property (time, type, etc)를 기반으로 Item embedding 생성
• 이렇게 생성된 item embedding의 Sequence를 기반으로 user representation 생성
• 각 task별로 task-specific feature를 붙여, multi-task learning 진행

Multi-task Learning 기반 방법

<DUPN Architecture> <DUPN Behavior Embedding>
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§ Transfer Learning
• 항상 Task의 쌍이 필요 (Source à Target)

• Target task에 학습하고나면 Source task를 쉽게 잊음

기존 연구의 한계점

§ Multi-task Learning
• 모든 Task가 한꺼번에주어져야 함

• 새로운 서비스가 런칭하면 재학습 필요

지속적으로새로운사용자가유입되고, 새로운서비스가런칭되는상황에는적합하지않음
à Continual Learning 방법론의 필요성

Transfer Learning

model model

Phase 1 Phase 2

Source Data Target Data

Multi-task Learning

Data

model
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§ Replay-based approaches
• 과거의 데이터중 일부를 저장해서 학습에 포함

• + Generative replay

§ Regularization-based approaches
• 과거의 task에 중요했던 parameter는 task가 지나도유지되도록함

§ Parameter isolation-based approaches
• Task마다 다른 parameter를 할당

Continual Learning 방법론

A continual learning survey: Defying forgetting in classification tasks, 2019
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§ Key approach: Parameter isolation-based continual learning
• 모델내의 parameter를 적절히분할해 task마다 할당

• 하나의 task를 학습한후, 중요한 parameter 들을 선택

• 중요한 parameter들만 선택하여 retrain & freeze 시킨 후, 다음 task를 학습

One Person, One Model, One World: Learning Continual User 
Representation without Forgetting (CONURE)

One Person, One Model, One World: Learning Continual User Representation without Forgetting, SIGIR 2021
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§ 문제점
• 1. Parameter isolation 방법론의한계

• a) 최근 task일수록모델의성능이하락
• Task가 순차적으로학습이되어가면서, 나머지 task들의 학습에 활용가능한 parameter수 감소

• b) 학습 가능한 task 개수가 제한됨
• Parameter가 모두사용된이후에는더이상다른 task를 학습할수없음

• c) Positive backward transfer가 일어나지않음
• 과거 task학습에사용된 parameter가 고정됨

One Person, One Model, One World: Learning Continual User 
Representation without Forgetting (CONURE)

• 2. Task간 관계무시

• 과거 task의 학습에사용된 parameter는 미래 task의 학습에사용되지않음

• Task간 관계: Positively related tasks / Negatively related tasks

• Task간 관계를고려할경우,

• Positively related task들 사이에서 positive transfer가 가능하고

• Negatively related task들 사이에서 negative transfer를 방지할수있음
Age? Gender?

도서추천 Task 영화 추천 Task

나이 예측 Task 성별 예측 Task

Positively related task

Negatively related task

One Person, One Model, One World: Learning Continual User Representation without Forgetting, SIGIR 2021



Task Relation-aware Continual User 
Representation Learning
Sein Kim1, Namkyeong Lee1, Donghyun Kim2, Minchul Yang2, Chanyoung Park1

1KAIST, 2NAVER Corporation

KDD 2023 - ACM SIGKDD Conference on Knowledge Discovery and Data Mining
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§ Parameter isolation 기반 continual learning의 단점 극복
• 최근 task의 성능보장

• 학습가능한 task개수 제한 X

§ Task간의 관계를고려
• 새로학습한 task의 knowledge가 이전에학습한 task에 도움을줄수있도록함 (Positive Backward Transfer)

• Positive transfer 최대화 및 Negative transfer 최소화

Contribution
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§

§

§

Notation

Set of consecutive tasks (𝑇!:#)

Set of users

Behavior sequence of user 𝑢$
- e.g., news/video watching history, item click history, recent search queries

§

• Note that 𝑇! contains all users (                ) 

§

Set of users associated with task 𝑇% (                 )

Set of labels associated with task 𝑇% (e.g., Purchased item, gender, age, etc)

Label of u! in task 𝑇%
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§ Given: Consecutive tasks
• Each 𝑇% is associated with            and  

§ Goal
• Sequentially train a single model 𝑀 on each task 𝑇%
• Predict the label of each user 𝑢$

Problem Formulation

Behavior sequence of user 𝑢$

Backbone model

Task-specific 
classifier of 𝑇%

Label of user 𝑢$
in task 𝑇%
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§ Our framework is network-agnostic

§ Dilated convolution

Backbone Encoder: Temporal Convolutional Network

A simple convolutional generative network for next item recommendation, WSDM 19

k-th residual block

Initial embedding matrix of 𝑥&!
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§ 1. Task Embedding을 통해 Task-specific한 mask를 학습 (Soft masking)
• Task간 Relation을 고려한 Task-specific mask 학습

§ 2. Pseudo labeling 기법을 통한 Catastrophic forgetting 방지 (Knowledge retention)

Key Components of TERACON
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§ Task별로 모델의 중요한 부분을 capture하기 위함
• Soft mask

• 모든 parameter가 각 task 학습 시 사용가능토록함
• 각 task에 parameter를 exclusive하게 배정하는것이아니기때문에 task개수 제한 X

• 각 layer의 output에 적용되는 mask (Mask size 관점의 효율성)
• cf) CONURE: 모델 parameter 자체에 적용됨

Task-specific Mask

𝑇%
𝜠'(!
&!

𝐹'(𝜠'(!
&! )

𝑠
Task-specific embedding

Scaling hyperparameterTask-specific mask

Element-wise product

[CONURE: Hard Mask]
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§ Task간 관계를포착하기위하여, 과거 task와 현재 task의 정보를 aggregate

Relation-aware Task-specific Mask

1-layer MLP 현재 task 과거 task 들

Task-specific embedding

Scaling hyperparameterTask-specific mask

Vanilla Task-specific Mask Relation-aware Task-specific Mask

Relation-aware Task-specific mask



24

§ BUT, 단순히 masking을 적용하는것은 catastrophic forgetting 유발
• Soft mask는 task간 parameter 공유가 가능케 하기 때문

• As opposed to parameter freezing

§ 해결책: 과거 task들에 대한 현재 모델의 지식을 현재 모델 학습에 활용

Knowledge Retention

• 𝑮: Task-specific classifier
• 𝑴: Backbone 모델
• 𝒎: Task-specific mask
• -𝒚: Pseudo-label

§ 접근 방법: 현재 task에 주어진 user behavior sequence를 기반으로과거 task에 대한 pseudo-label !𝑦 생성
• 𝒙가 user behavior sequence이므로 과거 task에 user가 등장하지 않았어도 pseudo-label 얻을 수 있음

현재모델 과거 task과거 task

과거 task들



25

§ 현재 task에 존재하는 모든 user들에 대해 knowledge retention (𝐿!")을 하는 것은비효율적

Relation-aware User Sampling Strategy

§ Intuition: Knowledge retention시 더 중요한/덜 중요한 user가 있을 것! 

§ Key idea: 현 task와 비슷한 과거 task의 knowledge를 retention을 하는것이 더 쉬울 것

à 따라서, 현 task (𝑇#) 와 비슷한과거 task (𝑇$) 일 수록 덜 sampling을 하자 (Mask간 유사도기반)

Sampling rate
(when sampling 𝑈!! for 𝑇")

around 0.007~0.08

과거 task들

과거 task들
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§ Training
• Given current task 𝑇%, we train the following loss

Training and Inference

Downstream loss (classification) Knowledge retention loss

§ Inference
• 𝑇#까지위학습과정을진행후, 이전 모든 task들인 𝑇!, 𝑇), …, 𝑇#에대해 Inference

Prediction of labels of 𝑢# in task 𝑇$
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Overall Architecture
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§ Public dataset 2개 (Tencent, Movielens) / 네이버 쇼핑데이터셋 1개
• |𝑈*"|: Number of users in 𝑇%
• |𝑦*"|: Number of unique labels in 𝑇%

Experiments: Datasets
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§ Tencent dataset
• 𝑇!: 사용자의 QQ 브라우저에서의 최근 뉴스/영상 시청 기록 100개

• 𝑇): 사용자의 Kandian 플랫폼에서의 상품 클릭 예측

• 𝑇+: 사용자의 Kandian 플랫폼에서의 상품 좋아요 예측

• 𝑇,: 사용자의 나이 예측

• 𝑇-: 사용자의 성별 예측

• 𝑇.: 사용자의 Life status (미혼, 기혼, 임신, 부모, etc) 예측

Experiments: Task description

Sequential Recommendation

Item Recommendation

User Profile Prediction

§ Movielens dataset
• 𝑇!: 사용자의 최근 영화 시청 기록 30개 (별점 4,5점 제외)

• 𝑇): 사용자가 별점 4점 매긴 영화 예측

• 𝑇+: 사용자가 별점 5점 매긴 영화 예측

Sequential Recommendation

Item Recommendation
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§ NAVER Shopping dataset
• 𝑇!: 사용자의 최근 포탈 검색어 60개

• 𝑇): 사용자의 다음 포탈 검색어 5개 예측

• 𝑇+: 사용자의 쇼핑 상품의 하위 카테고리

• 𝑇,: 사용자의 쇼핑 상품의 상위 카테고리

• 𝑇-: 사용자의 성별

• 𝑇.: 사용자의 나이

Experiments: Task description

Sequential Recommendation

Cross-domain Item Recommendation

User Profile Prediction

NAVER와 같은다양한서비스를제공하는검색플랫폼에서
검색어를기반으로 Universal User Representation을 만드는것은매우중요

(이를 기반으로다양한서비스에 adapt가 가능하기때문)

à본연구가첫시도!
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쇼핑성 검색어 사용

쇼핑성검색어 비쇼핑성검색어
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§ Each task 𝑇#: Train/Validation/Test data: 80/5/15%

§ Metrics
• Item recommendation: Mean Reciprocal Rank (MRR@5)

• Item/Query classification: Accuracy

Experiments: Evaluation Protocol

• 𝑅(𝑇" , 𝑇#): 𝑇"까지 학습했을때 𝑇#의 성능 (𝑗 > 𝑖)
• )𝑅$! : 𝑇#만 개별로 학습했을때 𝑇#의 성능

• Backward transfer (BWT): 마지막 task인 𝑇#까지 학습했을때가 𝑇%까지만 학습한것보다 𝑇%의 성능이 얼마나 더 좋은지?

𝑇%, 𝑇&, 𝑇', 𝑇(, 𝑇)
현재 Inference Task

𝑅(𝑇%, 𝑇%)

)𝑅$"

𝑇%, 𝑇&, 𝑇', 𝑇(, 𝑇)
𝑅(𝑇&, 𝑇%)

𝑅(𝑇%, 𝑇%)

Forward transfer (FWT) Backward transfer (BWT)

현재 Inference Task

• Forward transfer (FWT): 𝑇!부터 현재 task인 𝑇%까지 학습했을때가 𝑇%만 학습한것보다 𝑇%의 성능이 얼마나 더 좋은지?
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§ Task들 사이에 Positive Transfer가 발생함 (성능: SinMo < others)

Experiments: Overall Performance

§ Continual Learning 기반의 방법들이다른 Universal user representation 방법들에비해좋은성능

§ 그 중에서도 TERACON이 가장좋은성능è Knowledge retention 및 Task간 관계 모델링의중요성

개별 모델 Multi-task learning

Transfer 
learning 
(𝑇% à 𝑇$)

Continual learning
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§ CONURE는 Catastrophic forgetting이 전혀 일어나지않음 (Parameter isolation 방법의 장점) (BWT=0)

Experiments: FWT/BWT & Task sequence reverse

§ TERACON은 Positive Backward Transfer가 발생à새로운 Task를 학습함으로써과거 Task에 도움

§ CONURE는 Task순서에 영향을많이받음

§ TERACON은 Task 의 순서에 영향을 받지 않는 Robust한 모델

à실제로 task순서가 미리알려진것이아니기때문에, TERACON이 더 실용적임



35

§ Noisy (Uninformative) Task?
• 50% 사용자 랜덤샘플링후랜덤하게 50개 클래스중 1개 부여

• 무의미한 task가 학습되었을때도그이후 task에 대해모델이망가지지않아야함

Experiments: Noisy Task 추가 (Negative BWT 여부 확인)
Noisy Task

§ TERACON 은 Task들 사이에 Noisy task가 들어가 있더라도 성능이 많이 하락하지 않음

à Negatively-related task들 사이의 Negative transfer를 효과적으로방지함

(괄호: noisy task없을때에비한성능하락률)
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§ Sampling을 했을 경우에도 모든 data 전부 사용했을때와 비교해서 비슷한 성능을 보임 (학습시간 크게 단축)
• 0.7%~8%만의데이터를사용

àTask간 관계를기반으로 sampling하는것의효과성입증

Experiments: Sampling strategy

Sampling rate
(when sampling 𝑈!' at 𝑇$)

around 0.007~0.08

§ Task 학습순서를 바꾸어도 성능이 robust

TTL dataset (괄호: Training time-sec/epoch)
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§ Setup (TTL dataset): 𝑇%, 𝑇&, 𝑇' 를 차례로 학습한뒤, 𝑇(에 학습을 시키는 상황

Experiments: How well the representation adapts to new tasks

§ TERACON의 초기성능이높음

§ TERACON의 수렴속도가빠름

초기성능이높음

수렴속도가빠름

TERACON이 학습한 user representation으로 초기화하는것이효과적
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§ Universal User Representation 생성을 위한 continual learning 기반 방법론제안

§ Contribution
• 기존의 parameter isolation 기반 방법의 한계점을 극복

• 최근 task일수록모델성능하락à최근 task의 성능보장

• 학습가능한 task개수가제한됨à학습가능한 task개수 무제한

• Task간 관계를 고려함 (Relation-aware task-specific mask)

• 새로학습한 Task의 knowledge 가 이전에학습한 Task 에 도움을줄수있도록함 (Positive Backward Transfer)
• Positive transfer 최대화및 Negative transfer 최소화 (Task 순서/noise에 robust)

• Pseudo-labeling 기법을 통해 Catastrophic forgetting 해결 (Knowledge retention)

• Relation-aware User sampling를 바탕으로효율적인 Knowledge Retention 진행

Conclusion
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§ 검색어를 한국어 임베딩을 활용해 초기화를 하면 성능 향상이 있을까?
• TERACON 논문: 검색어를 random initialize해서 학습

추가 실험: 한국어 임베딩 기반 검색어 초기화

§ KoBERT 활용: 검색어는일반적으로문장/합성어로이루어져있음 (문장 분류에사용된 KoBERT 모델을사용)
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§ 전처리
• 주방용품à _주, 방, 용품

• 스마트팜à _스마트, 팜

• Tokenize 하여 얻은 embedding 의 평균 값을사용

§ 기존에 pretrain 되어 있지않는 data 에 관한 문제를해결할필요역시존재
• 검색어의경우줄임말/은어/외래어/신조어로이루어진경우도많기때문

• e.g., 이케아스투바벤치à _이, 케, 아, 스, 투, 바, 벤, 치 / 남친룩à_남, 친, 룩

검색어 전처리
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§ Backbone: NextitNet

§ Continual 방법론이 single model 보다 성능이우수함

§ TERACON이 CONURE보다 우수한성능

§ 한국어 Embedding 을 사용하면, 전반적인성능향상을보임

§ 하지만, 기대에 비해미미한성능향상

Universal User Representation 결과

Task 1 Task 2 Task 3 Task 4 Task 5 Task 6 Task 7

Single Model 0.6597 0.0583 0.0442 0.0398 0.0326 0.4428 0.7661

CONURE 0.6622 0.0721 0.0602 0.0488 0.0424 0.4611 0.7926

TERACON - RandInit 0.6613 0.0754 0.0636 0.0531 0.0458 0.4652 0.8142

TERACON - KoBERT 0.6632 0.0802 0.0649 0.0594 0.0466 0.4651 0.8097

• Task 1: User Search Query Sequence

• Task 2: User 가 “찜“ 한 category예측

• Task 3: User 가 “찜” 한상품예측

• Task 4: User 가 “구매” 한 category예측

• Task 5: User 가 “구매＂한상품예측

• Task 6: User 의 “나이” 예측

• Task 7: User 의 “성별“ 예측
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§ KoBERT를 사용하여 initialize 하였을 때, 모델의 초기성능이증가함à좋은초기값의중요성
• 하지만, 후속 Task 2, 3, …, 7 의 경우, 학습 속도에서큰차이가없음 (성능에서는약간의차이존재)

§ Task 1의 성능이거의비슷하기때문에 (KoBERT: 0.6632, RandInit: 0.6613), Task 1을 마쳤을때, 학습된 검색어
embedding 은 KoBERT와 RandInit에서 거의비슷할것으로추측

§ 비슷한정보를가진검색어 embedding 이기 때문에, 후속 task 에 대한 학습속도에는영향을주지못할것으로추측

KoBERT 임베딩의 효과

T
as
k 
–
1
 (
M
R
R
@
5
) 

TERACON-KoBERT
TERACON-RandInit

Iteration
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§ Warm user 와 Cold user 에 대한 추천 성능 평가
• Train 과정에서사용된 item 수가 2개 미만일경우 Cold user 로 간주

• Cold user, Warm user 각각에 대하여 performance 측정

§ Backbone: Neural Collaborative Filtering (NCF)

Universal User Representation 기반 Cold-start 추천

Task1: (Pretrain)

Task 2 ~ 5

추천모델적용
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§ Warm 및 Cold-start 상황에서 KoBERT 임베딩을활용하는것이성능향상에도움

§ 하지만, 마찬가지로 기대에 비해 미미한 향상
• TERACON - RandInit일지라도 여러 Task의 학습을거쳐오면서충분히학습이된것으로판단

Universal User Representation 기반 Cold-start 추천: 결과

HR@1 HR@5 HR@10

Random Warm 0.0610 0.2687 0.5210

TERACON - RandInit (~Task 4) (Warm) 0.0661 0.3265 0.6447

TERACON - KoBERT (~Task 4) (Warm) 0.0753 0.3490 0.6492

TERACON - RandInit (~Task 7) (Warm) 0.0717 0.3402 0.6487

TERACON - KoBERT (~Task 7) (Warm) 0.0795 0.3578 0.6556

Random Cold 0.0563 0.2514 0.5092

TERACON - RandInit (~Task 4) (Cold) 0.0660 0.3252 0.6386

TERACON - KoBERT (~Task 4) (Cold) 0.0675 0.3320 0.6458

TERACON - RandInit (~Task 7) (Cold) 0.0711 0.3384 0.6420

TERACON - KoBERT (~Task 7) (Cold) 0.0690 0.3360 0.6431
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§ Universal User Representation
• KoBERT 활용: 모델의 초기성능증가및모든 Task 에 대하여전반적인성능향상

• 검색어에는줄임말/은어/외래어/신조어 등, 현재 Trend 를 나타내지만한국어 Embedding 이 없는 단어존재
à성능향상을위하여해결해야할과제

§ Recommendation
• Universal User Representation으로 상품추천을진행하면더높은성능을기록할수있음

• 특히, User representation 을 생성할수있기에, Warm/Cold User 에 대하여성공적

한국어 임베딩 실험 결과 요약

§ BUT, 두 task모두 미미한 성능 향상
• RandInit도 여러 task의 학습을 거치면서, 잘 학습된검색어 embedding 을 가질 수있기때문
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